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Figura 1: Partenerii proiectului LLM-GenFramework
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1 Introducere

Proiectul LLM-GenFramework abordeaza una dintre directiile emergente ale inteligentei artificiale moderne: utiliza-
rea modelelor de tip Large Language Models (LLM) si a tehnicilor de Retrieval Augmented Generation (RAG) pen-
tru automatizarea, accelerarea si optimizarea proceselor de cercetare, dezvoltare si analiza in domeniul strategiilor
investitionale cantitative. intr-un context in care complexitatea datelor financiare, diversitatea instrumentelor de ana-
liza si ritmul accelerat al evolutiilor pietelor impun noi standarde de eficienta, proiectul urmareste crearea unei solutii
inteligente capabile sa asiste expertii in intregul flux metodologic, de la conceptualizarea strategiilor pana la evaluarea
si documentarea acestora.

Prin integrarea celor mai recente progrese in LLM-uri, tehnici RAG si metode moderne de analiza algoritmica,
proiectul va dezvolta un cadru generalizat (framework) ce poate fi aplicat nu doar in investitii, ci si in alte sectoare eco-
nomice unde procesele analitice, deciziile bazate pe date si generarea de documentatie sunt esentiale. in acest sens,
solutia propusa va creste semnificativ productivitatea in realizarea strategiilor cantitative, reducand timpul necesar
pentru cercetare, accelerand experimentarea si facilitdnd integrarea cunostintelor din surse vaste si eterogene.

Prezentul raport ofera o prezentare de ansamblu a cadrului metodologic, a principiilor generale care stau la baza
framework-ului si a structurii proiectului, evidentiind contributia acestuia la modernizarea proceselor de cercetare si
dezvoltare in domeniul investitiilor si la facilitarea aplicarii tehnicilor avansate Al in diverse arii de business.

2 Despre proiectul LLM-GenFramework

Proiectul LLM-GenFramework — Al-based intelligent assistant for developing and researching quantitative in-
vestment strategies with applicability to diverse business areas are ca obiectiv principal crearea unei solutii unice,
bazate pe modele de tip Large Language Models si tehnici de Retrieval Augmented Generation, care sa sprijine pro-
cesele de creare, cercetare si analiza ale strategiilor investitionale cantitative. Prin extinderea capabilitatilor LLM-urilor
cu mecanisme RAG, solutia va integra informatii din surse multiple, permitdnd generarea de analize complexe, a
documentatiei aferente si a unor propuneri fundamentate pentru imbunatatirea strategiilor existente sau dezvoltarea
unora noi.

in paralel, proiectul urmareste crearea unui modul generic LLM-GenFramework, care sa permita aplicarea meto-
delor dezvoltate in diverse domenii economice —inclusiv analiza de date, raportare tehnica, cercetare stiintifica asistata
si dezvoltare de solutii IT. Acest modul va fi proiectat pentru reutilizare, extensibilitate si adaptabilitate la diferite fluxuri
de lucru specifice industriei.

Pe langa componenta generald, proiectul va dezvolta si un produs specializat LLM-Invest, destinat in mod ex-
clusiv pietei financiare. LLM-Invest va integra functionalitati care asista investitorii, analistii si dezvoltatorii de strategii
cantitative in:

* generarea si documentarea strategiilor de investitii;

+ selectia si compararea diferitelor abordari cantitative;

+ analizarea rapida a contextelor macro si microeconomice folosind capacitati avansate LLM;

* integrarea analizei calitative si cantitative intr-un cadru unificat.

Figura [2 prezinta arhitectura logica de inalt nivel a proiectului, ilustrand modul in care componentele LLM, RAG si
modulele specializate interactioneaza pentru a sustine fluxurile de creare si analiza a strategiilor.

Solutia se bazeaza pe date financiare istorice si contemporane, informatii economice calitative, documente specia-
lizate si resurse externe accesate prin RAG. Integrarea acestor surse va permite asistentului Al sa genereze analize
precise, recomandari argumentate si documentatie completa, reducand semnificativ timpul necesar pentru cercetare
si dezvoltare.
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Figura 2: Arhitectura logica de inalt nivel a proiectului LLM-GenFramework

Proiectul este structurat in cinci pachete de lucru (WP), fiecare cu obiective clare, care includ activitati de cercetare
fundamentala, dezvoltare algoritmica, proiectare software, testare, validare si diseminare.

Diagrama GANTT prezentatd in Figura[3|ofera o privire de ansamblu asupra etapelor de implementare si livrabilelor
aferente proiectului.
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Figura 3: Diagrama Gantt care arata calendarul pachetelor de lucru si activitatile proiectului
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3 Activitati planificate
in perioada lanuarie - Decembrie 2025 au fost planificate urmétoarele activitati:

« Cercetarea literaturii de specialitate cu privire la modelele de Al;
+ Elaborarea unui cadru metodologic pentru data weighting;

« Intalniri s&ptamanale de progres.

4 Activitati efectuate

in perioada lanuarie - Decembrie 2025 au fost efectuate urméatoarele activitati:

« Cercetare literaturii de specialitate cu privire la tehnici moderne de impartire a datelor pentru modele Al;

Analiza detaliata a dataseturilor disponibile (date financiare, date de context, date tehnice);

Elaborarea cadrului metodologic pentru data weighting;

1 ntélnire fizica de progres a proiectului cu toti partenerii proiectului 24 Octombrie 2025 Cluj-Napoca, Romania.

Intalniri lunare de progres.

Figura 4: Intalnire pe proiectul LLM-GenFramework in Cluj-Napoca, Romania

4.1 Devieri de la planificare

In perioada raportata nu au fost devieri de la planificare, sub nici un aspect.

5 Starea curenta a domeniului

Progresele accelerate in modelele de tip Large Language Models (LLM) au transformat radical modul in care cunoasterea
poate fi modelatd, interogata si utilizata in procese complexe de analiza [2,[11]. Arhitecturile bazate pe Transformer au
demonstrat capacitati remarcabile in intelegerea limbajului, sinteza informatiei si generarea de continut, fiind adoptate
pe scara larga n aplicatii industriale si stiintifice.

Un aspect deosebit de important il reprezinta integrarea tehnicilor de Retrieval Augmented Generation (RAG), intro-
duse in [9], care permit combinarea cunostintelor interne ale modelelor LLM cu informatii externe accesate contextual

din baze de date, documente tehnice, cod sursa sau seturi de date financiare. RAG se dovedeste esential atunci cand
modelele trebuie sa raspunda pe baza unor informatii actualizate sau foarte specifice.
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Studii recente evidentiaza limitari importante ale modelelor mari de limbaj, inclusiv halucinatiile [6] si dificultatea Tn

captarea relatiilor pe termen lung [1], motiv pentru care combinarea LLM cu module RAG devine o directie tehnologica
dominanta in sistemele avansate de suport decizional.

In special, literatura din ultimii ani evidentiaz& aplicatii promititoare ale RAG in sisteme de cutare contextuala [8],
in extractia de cunostinte [12], precum si in generarea de raspunsuri complexe, bazate pe multi-hop reasoning [10].
Acest tip de arhitecturi sunt esentiale pentru domenii unde este nevoie de analiza profunda si sinteza de informatii
provenite din surse diverse, asa cum se intdmpla in dezvoltarea strategiilor investitionale cantitative [5].

in acelasi timp, sectorul investitiilor cantitative rimane puternic dependent de instrumente statistice traditionale,
iar utilizarea tehnologiilor LLM si RAG este inca intr-un stadiu incipient, in pofida potentialului lor demonstrat [4].
Conform analizei incluse in propunerea proiectului, niciuna dintre platformele actuale dedicate dezvoltarii strategiilor
investitionale nu integreaza LLM-uri cu RAG, ceea ce marcheaza un decalaj tehnologic major in industrie.

Proiectul LLM-GenFramework se pozitioneaza in acest context, vizand dezvoltarea unui framework generalizabil
bazat pe RAG si LLM, capabil sa sustina crearea, cercetarea si analiza strategiilor investitionale cantitative, pre-
cum si aplicabil in domenii non-financiare precum mentenanta predictiva, extragerea cunostintelor sau generarea de
documentatie tehnica.

6 Metodologie pentru crearea seturilor de training, validare si test

Construirea corecta a seturilor de training, validation si test reprezinta un element fundamental in orice proiect bazat pe
inteligenta artificial&, asigurand atat robustetea modelelor, cat si reproductibilitatea experimentelor. in cadrul proiectului
LLM-GenFramework, metodologia dezvoltata se bazeaza pe o analiza detaliata a caracteristicilor seturilor de date, pe
bune practici din domeniul invatarii automate si pe principii moderne de esantionare pentru date eterogene sau cu
structura temporala.

6.1 Analiza atributelor datasetului

Primul pas constd in investigarea distributiilor variabilelor, a sezonalitatii, a corelatiilor interne, a volumetriei si a
prezentei eventualelor dezechilibre. Literatura arata ca o impartire necorespunzatoare a datelor poate conduce la su-
praevaluarea performantelor modelului [3]. In special pentru date financiare sau pentru seturi compuse din informatii
economice si tehnice, este esentiald separarea coerenta a perioadelor si structurilor datelor pentru a preveni scurgerile
de informatii (data leakage) [7].

6.2 Selectia subseturilor de training, validare si test

Metodologia prevede identificarea optima a subseturilor bazata pe:

* relevanta temporala a datelor pentru scenariile viitoare;
« diversitatea contextelor economice sau operationale;
* reprezentativitatea Tn raport cu principalele distributii identificate;

« evitarea corelatiilor excesive intre subseturi.

Pentru seturile financiare este utilizata o impartire temporala (time-based split), in timp ce pentru datele generice
se aplica o combinatie intre esantionarea stratificata si tehnici de impartire ghidata de metadate.

6.3 Metodologia de ponderare a datelor

Un element inovator al metodologiei il constituie integrarea unui sistem de data weighting care ajusteaza influenta
fiecarui element de date in functie de:

* relevanta contextuald;
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« stabilitatea valorilor in timp;
+ importanta pentru obiectivele modelului;
« frecventa aparitiei unor tipare specifice.

Aceasta metoda permite corectarea dezechilibrelor naturale din date, imbunatatind procesul de invatare si redu-
cand riscul de suprainvatare.

6.4 Experimentare si iterare
Metodologia a fost dezvoltata iterativ prin:

« derularea de experimente comparative intre diferite metode de esantionare;

+ evaluarea impactului asupra performantei modelelor in contexte multiple;

« identificarea combinatiilor care ofera stabilitatea cea mai ridicata;

« rafinarea criteriilor de selectie pe baza rezultatelor observate.

Acest proces a condus la formularea unei metodologii generale, reutilizabile si aplicabile si in alte proiecte de

invatare automata, in special in aplicatiile LLM unde diversitatea si consistenta datelor sunt esentiale pentru obtinerea
unor rezultate robuste.

6.5 Rolul metodologiei in arhitectura generala
Metodologia dezvoltata in acest task este critica pentru etapele ulterioare ale proiectului, intrucat permite:

* antrenarea consistenta a modelelor in WP3 si WP4;
» comparabilitatea experimentelor;
* reducerea variabilitatii necontrolate;

+ reproductibilitatea completa a rezultatelor stiintifice.

Aceasta componenta sta la baza credibilitatii intregului proces de construire a modelului LLM-GenFramework si
asigura fundamentul experimental necesar pentru construirea produsului specializat LLM-Invest.

7 Rolul HOLISUN in cadrul proiectului

HOLISUN detine un rol esential in cadrul proiectului LLM-GenFramework, contribuind atét la dezvoltarea componen-
telor metodologice fundamentale, cét si la implementarea solutiilor software ce vor constitui nucleul framework-ului
final. Tn mod particular, HOLISUN este responsabil pentru activitati cheie din WP2 si WP3, avand un rol direct in cre-
area metodologiei de analizé a datelor, generarea seturilor de training, validare si test, precum si integrarea tehnicilor
de tip LLM si RAG in cadrul arhitecturii generale a proiectului.

Contributii metodologice.

in WP2, HOLISUN a coordonat dezvoltarea unei metodologii generalizabile pentru constructia seturilor de date pentru
antrenare, validare si testare. Aceasta metodologie include mecanisme de analiza a atributelor datasetului, proceduri
de impartire a datelor in mod robust si reproductibil, precum si definirea unei metode de ponderare a datelor in functie
de relevanta si structura. Acest rezultat reprezinta fundamentul experimentelor ce vor fi realizate in WP3 si WP4,
asigurand consistenta si calitatea pipeline-ului de dezvoltare Al.
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Contributii tehnice si arhitecturale.

in WP3, HOLISUN contribuie la integrarea tehnicilor LLM si RAG in cadrul framework-ului, la definirea interfetelor
software necesare comunicarii dintre module, precum si la implementarea componentelor de preprocesare, query
expansion si extractie contextuala. De asemenea, HOLISUN participa activ la proiectarea fluxurilor de lucru pentru
produsul specializat LLM-Invest, avand rol in dezvoltarea prototipurilor si in documentarea arhitecturii.

Contributii aplicate si cross-domain.

HOLISUN aduce o experienta practica relevanta in aplicarea modelelor Al si in dezvoltarea infrastructurilor software
scalabile, permitand proiectului sa fie extins dincolo de domeniul investitiilor. Astfel, rezultatele LLM-GenFramework
vor fi adaptate Tn aplicatii precum mentenanta predictiva, analiza documentara tehnica sau dezvoltare asistata de Al,
consolidand reutilizabilitatea si generalitatea tehnologiilor dezvoltate.

Prin implicarea in aceste activitati, HOLISUN asigura atat contributia stiintifica, cat si implementarea practica nece-
sard pentru transformarea framework-ului dintr-un concept teoretic intr-o solutie functionala, scalabild si aplicabila in
multiple industrii.

8 Extras din planul de riscuri

Work Package-urile WP2 si WP3 reprezinta nucleul de cercetare metodologica si algoritmica al proiectului LLM-
GenFramework. Prin natura lor, acestea implica riscuri tehnice, stiintifice si operationale specifice proiectelor bazate pe
inteligenta artificiala, in special in domenii emergente precum integrarea LLM cu RAG, gestionarea datelor eterogene
si dezvoltarea metodologiilor de analiza.

Tabelul [1|prezinta principalele riscuri identificate si metodele de mitigare aferente.

Tabela 1: Riscuri identificate in WP2 si WP3 si masuri de mitigare aferente.

Risc (WP2 / WP3) Prob. | Impact | Valoare | Masura de mitigare
Analiza detaliatd a dataseturilor; utiliza-
rea metodologiei dezvoltate in T2.3 pen-

Date incomplete, neechilibrate sau

cu distributii eterogene 3 4 12 tru esantionare robusta, ponderare adap-
tiva si validare intermediara.

Impértirea incorectd a datelor in Aplicarea stricta a regulilor metodologice;

training/validation/test, cu risc de 2 5 10 folosirea split-urilor temporale si stratifi-
data leakage cate; auditarea manuala a partitionarii.

. . Standardizare, curatare si indexare co-
Inconsistente intre sursele de date < N * .

’ 2 4 8 recta a datelor; validarea surselor Tnainte

utilizate in RAG )
de integrare.

Evaluarea periodica a calitatii corpusului;
inlocuirea/documentarea surselor; ada-
ugarea unor filtre contextuale pe baza
prompting-ului ghidat.

Utilizarea tehnicilor RAG, a prompting-ului
constrans si a verificarilor multi-pas; inclu-

Performanta scazutd a module-
lor RAG din cauza surselor de 3 3 9
informatii insuficient relevante

Halucinatii ale modelelor LLM in ge-

nerarea analizelor sau strategiilor derea validarii automate cu reguli domain-
specific.
el Testare incrementala; definirea API-urilor
Dificultati in integrarea modulelor o . . A
: o : 3 4 12 stabile; prototipare timpurie; revizuirea ar-
software (LLM, RAG, pipeline-uri) : o = . -
hitecturii impreuna cu partenerii tehnici.
< < Testare pe multiple seturi de date financi-
Performanta necorespunzatoare a . . o
. : N " are; ajustarea prompting-ului si a contex-
prototipului LLM-Invest in scenarii 2 4 8 AN :
tului; adaugarea de mecanisme de feed-
reale . .
back iterativ.
Intarzieri in generarea Planificare incrementala; revizuiri lunare;
documentatiei metodologice  si 2 3 6 responsabilitati distribuite si clar definite in
arhitecturale WP2/WP3.
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Riscurile sunt monitorizate continuu in cadrul intélnirilor de progres, iar actiunile de mitigare sunt actualizate pe
masura ce noi date, rezultate experimentale si module software devin disponibile n proiect.

9 Rezultatele proiectului

9.1 Livrabile

In perioada raportata am furnizat livrabile din tabela[2]si am inceput lucrul intens asupra celorlalte livrabile.

Tabela 2: Tabel cu livrabile si statusul acestora.

Nr. livrabil | Termen | Livrabil Status livrabil
D2 1 M6 De§crierea setului de date integrate si utilizate in Livrat M6
proiect
Structuri tehnice de baze de date si algoritmi de
D2.2 M6 transformare necesari pentru preluarea si transfor- Livrat M6
marea datelor pentru proiect

10 Diseminare si exploatare

10.1 Activitati de diseminare
Proiectul a fost diseminat in urmatoarele moduri:

» pe pagina web: https://research.holisun.com/ro/proiecte/predictive-analysis/llm-genframework-ro, avand un nu-
mar de 150 de vizitatori lunari

* pe contul de LinkedIn: https://www.linkedin.com/company/holisun, cu peste 550 de adepti

* pe pagina de Facebook: https://www.facebook.com/Holisun.IT/, avand peste 2400 de urmaritori

Au fost desfasurate o serie de activitati de diseminare n cadrul unor evenimente de afaceri, expozitii si evenimente de
brokeraj sau networking, listate in Tabelul [3]

Tabela 3: Lista de activitati de diseminare

Nume Data Link Participanti | Rezultate
International Mobi- | 19.11.2025- httos//www.mobilitv-davs.at/ Delinschi Prezentare LLM-
lity Days 2025 21.11.2025 ps: - y-cays. Daniela GenFramework
InnoComp Re- https://innocomp.eu/storage/app/

. - oA Prezentare LLM-
search Project | 24.10.2025 media/files/InnoComp- Mihai Crisan GenFramework
Panel Programme.pdf
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Figura 5: InnoComp Research Project Panel - Prezentare proiect LLM-GenFramework

11 Concluzii

in primul an al proiectului LLM-GenFramework au fost puse bazele stiintifice, tehnice si metodologicenecesare dezvol-
tarii unui framework avansat bazat pe Large Language Models (LLM) si Retrieval Augmented Generation (RAG), des-
tinat sprijinirii proceselor de creare, cercetare si analiza a strategiilor investitionale cantitative, cu aplicabilitate extinsa
in alte domenii economice si tehnice.

Activitatile desfasurate au inclus analiza aprofundata a literaturii privind LLM, RAG si metodologiile moderne de
procesare a datelor, precum si investigarea celor mai relevante tehnici de esantionare si de impartire a dataseturilor.
In cadrul WP2 a fost finalizata metodologia pentru construirea seturilor de training, validare si test, impreuna cu o
strategie de ponderare a datelor, asigurand astfel un cadru solid pentru experimentele algoritmice care vor avea loc in
WP3 si WP4.

De asemenea, au fost demarate activitati de proiectare a arhitecturii software pentru integrarea LLM si RAG, pre-
cum si definirea fluxurilor conceptuale ale framework-ului general si ale produsului specializat LLM-Invest. Aceste
contributii au permis crearea unei viziuni tehnice coerente asupra solutiei finale si stabilirea directiilor de dezvoltare
pentru anul urmator.

Interactiunea constanta intre parteneri, prin intalniri lunare de progres si schimburi periodice de rezultate, a asigurat
alinierea metodologica si sincronizarea activitatilor intre pachetele de lucru. Toate aceste elemente au contribuit la
crearea unei fundatii solide pentru trecerea la fazele de implementare, integrare si experimentare.

In anul urmator, proiectul va avansa catre dezvoltarea componentelor algoritmice, integrarea tehnicilor RAG in
modulul central, construirea prototipului LLM-GenFramework si implementarea produsului specializat LLM-Invest. Re-
zultatele obtinute in acest prim an vor juca un rol esential in asigurarea robustetii, scalabilitatii si aplicabilitatii solutiei
finale in domeniul investitiilor cantitative si in alte industrii ce pot beneficia de asistenta Al avansata.
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